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요 약

서로 다른 카메라 센서에서 동일한 장면을 촬영한

정렬된 컬러 필터 배열의 수집이 어렵기 때문에, 관

련 데이터셋은 충분한 학습 데이터를 제공하지 못하

는 경우가 많다. 본 논문에서는 RGBW와 RGB 컬러

필터 배열 변환을 위해 적대적 생성 신경망을 사용하

는 새로운 데이터 증강 및 학습 기법을 제안한다. 제

안하는 기법은 추가적인 데이터 수집 작업 없이 향상

된 컬러 필터 배열의 변환 성능을 보인다.

Key Words : Color filter array, bayer pattern, raw
image mapping

ABSTRACT

The lack of paired data is a critical problem in

raw image mapping since it is hard to capture the

color filter arrays (CFAs) of the same scene from

different cameras. This paper introduces a novel

RGBW/RGB CFA data generation method using

generative adversarial networks (GANs). The

experimental results confirm that the performance of

the RGBW-to-RGB CFA mapping can be improved

by using the proposed data generation method based

on GANs.

Ⅰ. 서 론

컬러 필터 배열(color filter array: CFA)은 픽셀

단위로 특정 파장 대역의 빛을 통과시켜 상 정보를

획득한다. CFA의 일반적인 디자인은 베이어 패턴

(Bayer pattern)으로 적색(R), 녹색(G), 청색(B)을

1:2:1 비율로 배치하여 구성한다. 베이어 패턴은 인

간 시각 시스템에 적합한 장점을 가지고 있어 많은

영상 센서에서 탑재하여 사용되고 있다[1].

RGB CFA는 투과율이 낮은 필터를 사용하기 때

문에 색상의 표현력이 떨어지고, 특히 저조도 환경

에서 촬영 시 신호 대 잡음비(signal-to-noise ratio:

SNR)가 낮아 영상의 품질이 떨어지는 문제가 있다.

이를 해결하기 위해 백색 가시광선의 대역폭을 수

용하는 백색(W) 픽셀을 포함하는 RGBW CFA 패

턴이 제안되었다[2]. RGBW CFA의 W 필터는 가시

광선에 대한 투과율이 상대적으로 높기 때문에 영

상 센서의 SNR을 크게 증가시켜 저조도 환경에서

도 영상의 품질을 향상시키는 장점이 있다. 그러나

RGBW CFA를 사용한 미가공 영상(raw image)은

RGB CFA에 기반하여 설계된 기존의 비전(vision)

알고리즘에서 정상적으로 동작할 수 없는 문제가

있다.

본 논문에서는 RGBW-to-RGB CFA 리모자이크

(remosaic) 기법을 제안한다. RGBW CFA는 높은

SNR에 비해 R/G/B 픽셀의 해상도가 낮은 단점이

있다. 또한 영상 촬영의 특성상 동일한 장면에 대해

같은 시점을 가진 정렬된 CFA 쌍을 취득하는 것이

매우 제한적이다. 본 논문에서는 서로 다른 패턴 정

보를 가지는 CFA를 효과적으로 변환할 수 있는 신

경망 구조를 설계하고, 적대적 생성 신경망

(generative adversarial networks: GANs)[3]을 활용

하여 추가적인 RGB 컬러 영상으로부터 제한적인

CFA 데이터셋 규모를 증강할 수 있는 학습 기법을

제안한다.
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Ⅱ. 본 론

2.1 베이스라인 RGBW-to-RGB 모델
영상 변환을 위해 가장 널리 사용되는 모델은

U-Net[4] 기반의신경망이다. 본논문에서는 NAFNet[5]

을기반으로하는신경망을사용하여 RGBW-to-RGB

변환을수행한다. NAFNet은모델의활성화된출력의
개수가 신경망의 연산 속도와 비례한다는 점에 착안

하여, 비선형활성화함수가없이효율적으로영상변
환을 수행하도록 구현된 신경망 모델이다. 비교를 위
한베이스라인모델은 RGBW CFA를입력으로하고,

RGB CFA를출력으로하는신경망이며, 입출력모두
단일 채널로 이루어진 미가공 영상 쌍을 사용하여 지
도학습을 통해 훈련된다.

2.2 제안하는 RGBW-to-RGB 모델
CFA는 각 픽셀이 고유한 색상 패턴을 가지고

있어, 입출력의 패턴이 다를 경우 극심한 색상 왜곡
이 발생할 수 있다. 이를 해결하기 위해 입출력

CFA에 적합한 처리 방법이 필요하다. 제안하는 모
델은 CFA 패턴의 색상을 채널별로 분할하고, 보간
(interpolation)을 통해 입출력 영상을 다채널 영상으

로 변환하여 사용한다. 그림 1은 제안하는 기법에서
사용하는 RGBW 디모자이크(demosaic) 방법을 보
여준다. W 픽셀은 색상 정보가 있는 주변 픽셀을

사용하여 색상 정보가 없는 픽셀을 복원한다.

R/G/B 픽셀은 CFA 해상도로 인해 이웃 픽셀을 바
로 사용하는 것이 어렵다. 따라서 다운 샘플링

(down-sampling)을 통해 저해상도 영상을 생성하고,

이중선형 보간(bilinear interpolation)을 통해 원래
해상도의 RGB 채널을 복원한다. 제안하는 모델은

가공된 i번째 4채널의 RGBW 영상 xi를 입력 받아

3채널의 RGB 미가공 영상으로 변환하며, RGB

CFA 패턴에 맞게 채널에서 픽셀을 서브샘플링
(subsampling)하여 최종적으로 단일 채널 RGB

CFA yi에 대한 예측을 수행한다.

2.3 GAN 기반의 데이터 증강 및 학습 기법
CFA 데이터셋 (xi, yi)의 개수 N이 제한적인 상

황을 가정한다. 세 개의 변환 모델이 사용되며, 각
각 RGBW CFA를 RGB CFA로 변환하는 M1,

RGB 영상을 RGBW CFA로 변환하는 M2, RGB

CFA를 RGB 영상으로 변환하는 M3로 나타낸다.

이 중 M1이 RGBW CFA 입력 xi를 RGB CFA

로 변환하는 목적 신경망 모델이며, 아래 식과 같이

를 사용하여 학습된다.

(1)

여기서 B는 CFA 데이터셋의 미니배치(mini-batch)

를 나타낸다.

제안하는 기법은 M2를 통해 추가적인 P개의
RGB 영상 zk로부터 RGBW CFA

를 생성하는 것을 목표로 한다. 생성된 의 품질

을 보장하기 위해 순환 생성을 통해 원본 RGB 영
상과 유사한 출력을 생성하도록 아래 식과 같은
cyclic consistency loss[6]를 적용한다.

(2)

위 식에서 C는 RGB 영상 데이터셋에 대한 미니배

치를 나타낸다. 추가된 RGB 영상 데이터셋에 사용
된 카메라 영상신호처리(ISP) 기법을 알 수 없기 때
문에, 변환된 RGB CFA 를 RGB 영

상 로 변환하는 모델 M3를 추가로 학습한다. 이그림 1. RGBW 디모자이크 방법
Fig. 1. RGBW demosaicking method

그림 2. 데이터셋 생성 및 학습 프레임워크
Fig. 2. Framework of dataset generation and learning
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과정에서 변환 모델 M1이 추가로 생성된 RGBW

CFA 에 대한 변환 함수를 학습할 수 있다.

각각의 변환 모델들의 입출력은 서로 짝을 이루

지 않는 실제 데이터가 존재한다. 각 변환 결과를
적절하게 생성하여 데이터를 증강하기 위해 RGBW

CFA, RGB CFA, RGB 영상의 진위 여부를 각각

구분하는 판별기 D1, D2, D3를 도입하고, 변환 모델
M1, M2, M3와 경쟁적으로 학습한다. GAN 학습을
위한 손실 함수는 다음 식과 같다.

(3)

안정적인 학습을 위해 적대적 손실 함수에 대한 규
제(regularization)[6] 기법을 적용한다.

전체 학습 과정은 아래의 수식과 같이 경쟁적으

로 수행된다.

(4)

위 식에서 총 손실 함수 가중치는 lrec = 40, lcycle =

10이 사용되었다.

Ⅲ. 실험 결과

본 논문에서는 RGBW CFA와 RGB CFA 쌍이
포함된 MIPI Challenge 데이터셋[7]을 사용하였다.

데이터 셋은 학습 데이터셋 70장, 평가 데이터셋 15

장으로 구성되어 있다. 데이터 증강을 위한 RGB

영상은 Adobe5k[8] 영상 중 500장을 임의로 선택하

여 사용했다. 학습 및 평가에 사용된 세부 구현 내

용은 표 1과 같다.

표 2는 제안하는 기법과 기존 변환 모델의 RGB

CFA에 대한 PSNR, RGB 영상에 대한 PSNR,

RGB 영상에 대한 SSIM 성능을 각각 보여준다. 제
안하는 RGBW-to-RGB 모델(Proposed)이 데이터
증강 없이 학습했을 때 CFA와 RGB 영상 모두에

서 3dB 이상의 성능 향상을 보였으며, 제안하는 데
이터 증강을 통한 학습 기법을 적용한 모델
(Proposed++)은 추가적인 성능 향상을 보였다.

SSIM 측정에서도 동일한 성능 향상을 확인할 수
있다. 실험 결과를 통해 제안하는 변환 모델 및 학

습 기법이 기존 기법 대비 효과적임을 확인할 수

있다.

Ⅳ. 결 론

본 논문에서는 CFA의 입출력 패턴 형태에 무관
하게 학습 가능한 CFA 변환 모델을 구현하고GAN

기반의 CFA 데이터셋 증강 및 학습 기법을 제안하

였다. 실험 결과를 통해 제안하는 기술의 성능을 검
증하였다.
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